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Introduction

= Qu’est-ce qu’un réseau de neurones ?

- Ce sont des systemes informatiques inspirés du cerveau
humain, congus pour reconnaitre des motifs et apprendre a
partir de donneées.




Introduction

» Intéréts des réseaux de neurones ?

= Résoudre des problemes complexes tels que I'analyse
d'images, le traitement de la parole et la compréhension
du langage naturel

= Gerer de grandes quantités de données et identifier des
motifs que les humains pourraient ne pas remarquer

= | es réseaux neuronaux sont des éléments clés des
architectures modernes d'apprentissage profond
(reseaux de neurones convolutifs, transformers, ...)



Histoire des réseaux de
neurones
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Quelques domaines
d’application des RN

= Vision par Ordinateurs

= Traitement et analyse du langage (NLP)
= Traitement et analyse de l'audio

= Santé et Biomédecine

= Systemes autonomes

= Jeux et divertissement

= Finance et économie
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Rappel : regression lineaire

= Fonction de prédiction :
d
fo(z) =Y o 0izi =0"x

» Fonction de colit :

J(0) = 55 i, (fo(a®) — y¥)2
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Rappel : regression logistique

= Fonction de prédiction :

fo(z) = g(07x) = —

14+e—0T=

» Fonction de colit :

J(0) = —1(0) = — it y@ log(fa(z®)) + (1 — y@) log(1 — fo(z®))
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Rappel : descente du gradient
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Rappel : descente du gradient

= Répéter itérativement jusqu’a convergence (simultanément
pour chaque ) :

0; = 0; — agg-J(6)

= Soit :

0; = 0; — o Liey (fo(a®) — y@)af)

= Expression identique pour les régressions linéaires et
logistiques mais avec f, differente o



Neurone biologique vs neurone
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Neurone biologique vs neurone

artificiel
Impulses carried toward cell body

\ dendrite
presynaptic

terminal

cell body—

Impulses carried away
from cell body

Z( ()
This image by Felipe Perucho re
is licensed under CC-BY 3.0 [2] synapse

axon from a neuron
WoTo

cell body

i (Z w;T; + b)
Zwimi +b :

output axon
activation

class Neuron:

def neuron_tick(inputs):
assume inputs and weights are 1-D numpy arrays and bias is a number """

non

cell _body sum = np.sum(inputs * .weights) + .bias function
firing rate = 1.0 / (1.0 + math.exp(-cell_body sum))
return firing_rate
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Fonctions d’activation

Sigmoid

o(x) =

tanh
tanh(x)

RelLU
max (0, )

1
1+e— =

|
& - o
5 © o
= - - ) -

Leaky ReLU

max(0.1x, x)

Maxout

max(wiz + by, wlz + by)

ELU
{:E x>0

ale®—-1) z<0 -=—rHA
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Réseau de neurones biologiques
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Réseau de neurones artificiels

= [nterconnexion des neurones

= Organisation des neurones en couches
= Couche d’entrée
= Couche(s) cachée(s)
= Couche de sortie

= Chaque neurone est connecté a tous les
neurones de la couche precedente et tous
ceux de la couche suivante
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Réseau de neurones

Hidden

1 1 1 1

h1 = g1 (w11331 + wi2T2 + Wi3x3 + bl)
1 1 1 1
W21 L1 + Waalz + wasts + b3)
1 1 1 1
W31x1 + W32T2 + W33x3 + b3)
i )

ha = g1 (wilxl + wiaT2 + Wi3T3 + by

Y1 = g2 (wflhl + wigha + wizhs + wishs + b%)
Y2 = g2 (’wg1h1 + wioha + wizhs + washs + bg)

= ok, : poids synaptiques entre le neurone précédent ;j et le neurone suivant i

/)

dans la couche %

= g, sont les fonctions d’activation appliquées a chaque potentiel d’entrée (unité

lin€aire)

El
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Réseau de neurones

(W1’ b ) Hidden (W2, b2)

h1 = g1 (w1171 + WiaT2 + WisTs + by

( )
Input ¥/r n/ h2 = g1 (wglxl + 'lU22£l72 + w23x3 s b2)
@ % \()utDut 3 = g1 (w31331 4+ ’U)3233‘2 + w33x3 n b3)
( )

(

/@ =@ ha = g1 (w21 + wizx2 + wizws + by

@/’/\/: ¥ h = g1 (Wiz + b:)
7 A

y1 = g2 (wirh1 + wishs + wishs + wishs + b7)
y2 = g2 (Wi h1 + wizhs + wizhs + wishy + b3)
Yy = g2 (Wah + b2)

<L
—
@

= |es matrices de poids W, et les vecteurs de biais b, sont appris a partir
des données d'apprentissage



= Si plus d'une couche cachée : réseau « profond »
= Chaque couche peut avoir un nombre différent de neurones
= Les fonctions d’activation peuvent étre différentes selon les couches
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Architectures typiques

= Régression

idden

= Couches cachées : ReLU(a) = max(a,0)
= Couche de sortie lin€aire : g(a) = a
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Architectures typiques

= Régression
= Fonction de colt : Erreur quadratique moyenne

N N
EW)=) ly' —dl3=>_ |f(@;W)-d;
i=1 i=1

= Minimiser E(W) par descente du gradient
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Architectures typiques

= (Classification multi-classes

Hidden

Hidden

\ @ Output

)

/

Keep?

Mileage Q
Fuel
consumption

#oil changes Q\ @/

= Couches cachées : ReLU(a)
= Couche de sortie : softmax (comme probabilité)
= Décision finale : classe ayant la plus grande probabilité

Sell?

Ditch?

&
&
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softmax(a)r =
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exp(ak)

Z exp(ae)
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Architectures typiques

= Classification multi-classes
= Fonction de colt : Entropie croisée (cross-entropy)

N K
E(W)=— ZZd}c logyr with gy’ = f(x'; W) = softmax(a) € (0,1)*

1=1 k=1

= Minimiser E(W) par descente du gradient

IVERSITE



Optimisation

= Parametres du réseau :

W = (Wi, b1, Wa, bs, ..., Wi, br)

= Apprentissage : minimiser la fonction de colt E(W) par
descente du gradient

Objectif : min E(W) ol: E(W)= > L(yhd)

(z*,d*)eT
T
__ (8E(W) 8E(W) dE(W) B8EW)\" _
= VE(W)—(W by .t oWy W) =0

= Gradients : Vw, E(W) and Vs, E(W)




Optimisation

= Descente du gradient

ke t41 ke OE(W?)
i Wi — 8w§,j
8E(Wt)

= Comment calculer dwk ?7?

=> par rétropropagation




Optimisation

» Fonctions de colt standard
= Régression :
BwW)= ¥ Sli-dli= Y > k- di)

(z%,d*)eT (z*,d*)eT k

= Classification multi-classes :
= Entropie croisée avec une couche de sortie softmax

d'e{l,...,K}, codépar d' e {0,1}*

K
EW)=— Y > dilogy; avec y' = f(z'; W) =softmax(a’) € (0,1)"

(:ni,di) k=

25



Optimisation

= Expression des fonctions de colt :

EW)= ) L(y;d)

(z*,d*)
= Expression des gradients :

VEW)= ) VL(y';d')

(z,d?)
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Optimisation

= Gradient de L(y;d) par rapport a y :

= Cas de la régression

1
L(y;d) = 5|y - dls = VyL(y;d)=y-d

= Cas de la classification

~

L(y;d) = — ) dilogy, = VaL(y;d)=y-—d
k=1

avec y=softmax(a)




Optimisation

= On sait donc calculer le gradient de L(y;d) par rapport a y
(derniere couche)

= Comment calculer les autres gradients pour les autres
couches ?

VWkL(y; d) and kaL(y; d) for k = O, “o ,L

IVERSITE



Rétropropagation de l'erreur

Loss: E = L(y;d)

O

Forward pass

Initialization:
ho =&
for layer k =1 to L do
Linear unit:
ar = Wihi_1 + by
Componentwise non-linear activation:
hi = gr(ax)
end
Output layer:
y=ht
Compute loss: iyesere

E = L(y; d) a4
29 Y



Rétropropagation de l'erreur

Forward pass

Initialization:

ho =&

for layer k =1 to L do
Linear unit:

ar = Wihi_1 + by

Componentwise non-linear activation:

hr = gr(ak)
end
Output layer:
y=hr
Compute loss:
E = L(y;d)

Loss: E = L(y;d)

O

Backward pass
Goal: Compute the gradient with respect
to all parameters

oL —92 O_E:?
owy ; bk

for all

ke{l,...,L},

iE{l,...,Nk},

je{l,...,Ng_1}.
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Rétropropagation de l'erreur

Loss: E = L(y;d)

YOI

= Passe arriere
= On sait calculer la fonction de colt et son gradient

Vi, E =VL(y;d)



Reéetropropagation de I'erreur

Loss: E = L(y;d)

YOI

)
~

= Gradient par rapport a la derniere unité lin€aire a,
hr =gr(ar)
Pourtout ¢ € {1,...,N.}, hi = gr(ai’)

OE  OFE Ohf L
Chainage des dérivées partielles : 9al = ShL Hak = [Vh, E]; gr(ai’)

= Formulation matricielle : Vo, E =V, E®gr(aL)

Ou © correspond au produit terme a terme entre deux matrices R
32 WY



Rétropropagation de l'erreur

Loss: E = L(y;d)

YOI

= Gradient par rapport au biais b, de la derniere unité linéaire

ar = Wrhr_1+ bt
NP

Pour tout % € {1,..., N}, ar = Z ’wilfjhf_l + b
=
OFE OFE OaF __ OF

Chainage des dérivées partielles : 2z = 5.7 gpL — gz — ¥ Eli

1

» Formulation matricielle : Vi, Bi— Vi E gg @
33 WY




Rétropropagation de l'erreur

Loss: E = L(y;d)

YOI

= Gradient par rapport aux poids W, de la derniere unité

Iinéaire ar. =Wrhr_1+bL
NE—1
Pour tout ¢ € {1,..., N}, al = Z 'wfjjhjl-’_l + br
j=1
L
Chainage des dérivées partielles : % - % ;Z;J = %hf_l = [Va, E]; [hL—l]j
~——
—h ot

. . . . . VW E — Va Eh%:_
Formulation matricielle : L 2 ' 34 Y



Rétropropagation de l'erreur

Loss: E = L(y;d)

YOI

= Gradients pour les parametres de la derniere couche
= Etant donné le gradient par rapport a la sortie de la derniere couche :

Vh, E
= On peut donc calculer: o V,, E=V,, E®gL(aL)

o vaE — VQ,LE
® Vw,E=Va.,Eh]_,

35 W



Rétropropagation de l'erreur

Loss: E = L(y;d)

YOI

= Comment maintenant calculer les gradients pour les
parametres de |'avant derniere couche L-7 ?

36 W



Rétropropagation de l'erreur

Loss: E = L(y;d)

YOI

= Comment maintenant calculer les gradients pour les
parametres de |'avant derniere couche L-7 ?

=> il faut avoir le gradient en fonction de I'avant derniere
couche cachée 7, _; et appliquer les memes formules

Vi, E=7



Rétropropagation de l'erreur

Loss: E = L(y;d)

YOI

= Gradient par rapport a I'avant derniere couche cachée #,

NP
Onapourtout %€ {1,...,Nr}, aiL = Z wfjjhjl-’_l —|—bf‘
j=1
. oOF
Et on souhaite calculer : ———

pi=t |
J BT
R

38 U



Rétropropagation de l'erreur

Loss: E = L(y;d)

YOI

= Gradient par rapport a I'avant derniere couche cachée #,

= Regle de calcul des dérivées pour les compositions de fonctions
affines :

Pour: @(x) = f(Ax +b) ona: VQO(:B) = ATVf(A:B -+ b)

= Cequidonne: R - R - R
hL_1 = ap = WLhL—l + bL — F
= Formulation matricielle : Vi, ,E=W."V,, E 22

39 U



Rétropropagation de l'erreur

Loss: E = L(y;d)

YOI

Forward pass

Initialization:

ho =&

for layer Kk =1 to L do
Linear unit:

ar, = Wihi_1 + bg
Componentwise non-linear activation:
hi, = gk (ak)

end

Output layer:

y=hr

Compute loss:

E = L(y;d) ﬁ
490 W



Forward pass

Initialization:

ho =&

for layer Kk =1 to L do
Linear unit:
ar, = Wihi_1 + bg

Componentwise non-linear activation:

hi = gk(ax)
end
Output layer:

y=ht
Compute loss:
E = L(y;d)

Backward pass

Initialization: Gradient of output layer:
Vi, E =VL(y;d)

for layer k=L to 1 do
Componentwise gain of error:

5 = Va,E = Vi, E © gh(ar)
Gradient of layer bias:

Ve, E = 61

Gradient of weights:

Vw,E = Sphi |

Gradient of previous hidden layer:
Vh, E= WkT(Sk

end

Loss: E = L(y;d)

41

Rétropropagation de l'erreur
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Rétropropagation de l'erreur

= Gradient de la couche cachée précedente
Er—1 = th—1E = WE(SR

= Multiplier par W,T revient a propager
I"erreur dans la couche precedente

= |‘erreur est rétropropagéee de couche en
couche afin de calculer le gradient de la
fonction de co(t par rapport aux
parametres de chaque couche




Rétropropagation de l'erreur
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Rétropropagation de l'erreur
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Rétropropagation de l'erreur
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Rétropropagation de l'erreur
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Rétropropagation de l'erreur
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Rétropropagation de l'erreur
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Rétropropagation de l'erreur




Rétropropagation de l'erreur




Rétropropagation de l'erreur




Rétropropagation de l'erreur




Rétropropagation de l'erreur




Rétropropagation de l'erreur




Réseaux de neurones convolutifs

= LeNet

[LeCun et al., 1998]

Image Maps
Input

e

Convolutions

Subsampling

Conv filters were 5x5, applied at stride 1
Subsampling (Pooling) layers were 2x2 applied at stride 2
i.e. architecture is [CONV-POOL-CONV-POOL-FC-FC]

Fully Connected

55
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CONV

RELU RELU

Y YAYENEN

RELU RELU
CONV

de neurones convolutifs
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ImageNet
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IM uG E N ET Large Scale Vlsual Recogmtlon Challenge
The ImageC|a33|f|cat|on Chllenge.

1,000 object classes

1 431 167 |mages

| Giant panda
Drumstick
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ImageNet Large Scale Visual
Recognition Challenge (LSVRC)

» Les gagnants

28.2
First CNN-based winner 25.8
152 layers
A \
! 16.4
11.7

22 Iayers J ‘ 19 Iayers ’

357 l I 8layers | 8layers shallow

ILSVRC'15 ILSVRC'14 ILSVRC'14  ILSVRC'13 | ILSVRC'12 | ILSVRC'11 ILSVRC'10
ResNet GoogleNet VGG AlexNet
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AlexNet

[Krizhevsky et al. 2012] % j | N \ ) ><“><“
Full (simplified) AlexNet architecture: s-;"';ﬁ i e N o Max 1T 3
[227x227x3] INPUT e\ pootns St
[55x55x96] CONV1: 96 11x11 filters at stride 4, pad 0
[27x27x96] MAX POOL1: 3x3 filters at stride 2
[27x27x96] NORM1: Normalization layer
[27x27x256] CONV2: 256 5x5 filters at stride 1, pad 2
[13x13x256] MAX POOL2: 3x3 filters at stride 2
[13x13x256] NORMZ2: Normalization layer
[13x13x384] CONV3: 384 3x3 filters at stride 1, pad 1
[13x13x384] CONV4: 384 3x3 filters at stride 1, pad 1
[13x13x256] CONV5: 256 3x3 filters at stride 1, pad 1
[6x6x256] MAX POOL3: 3x3 filters at stride 2
[4096] -C6: 4096 neurons
[4096] FC7: 4096 neurons
[1 000] f; x 1000 neurons (CIaSS SCOI'eS) Figure copyright Alex Krizhevsky, llya Sutskever, and Geoffrey Hinton, 2012. Reproduced with permission.

2 B
59 ¥ | L



ImageNet Large Scale Visual
Recognition Challenge (LSVRC)

» Les gagnants

“Revolution of Depth”
_‘,////// 28.2

152 layers

A
\
\
\
\
\
\
\
D2 Iayers [ 19 Iayers . I

3.57 8 layers 8 layers shallow

] NN W

ILSVRC'15  ILSVRC'14  ILSVRC'14  ILSVRC'13  ILSVRC'12  ILSVRC'11 ILSVRC'10
ResNet GoogleNet VGG AlexNet
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Geéneralisation

=>» Capacité d'un modele ayant éte entrainé sur un certain
jeu de donneées a realiser des predictions precises sur un

autre jeu de données (distributions potentiellement
différentes)

= Problemes du sous-apprentissage et du sur-apprentissage:

Sous-apprentissage Bon modele

Sur-apprentissage




Sous-apprentissage

= Cause :

Le modele n‘arrive pas a capturer les corrélations
(potentiellement complexes) entre les entrees et les

sorties du systeme
On dit que le modele a un biais important

=>»Solution :
= Utiliser un modele plus complexe

IVERSITE



Sur-apprentissage

= Cause :

= Le modele est trop sensible au bruit présent dans les
données d'apprentissage

= On dit que le modele a une variance importante

=» Solutions :
= Augmenter la quantité et la variété des données
d’apprentissage
= Réduire la complexité du systeme (nombre de parametres)

=>» nb_ex_apprentissage >= 3 * nb_params
= Early stopping
= Dropout
= Régularisation



Early stopping

= Utilisation ¢

= 'ensem
ensemb

'un ensemble de données de validation :
hle des données est divisé en trois sous-

es disjoints :

= Apprentissage : utilisé apprendre les valeurs des parametres
= Validation : utilisé pour controler le sur-apprentissage

= Test :

utilisé pour évaluer le systeme sur de nouvelles données

64 W



Dropout

= Désactivation temporaire aléatoire de neurones pendant
I'apprentissage

Réseau de Neurones Standard Apreés avoir appliqué le Dropout

= Génération de modeles différents a chaque itération de
I'apprentissage

- Améliore la robustesse en perturbant les caracteristiques
apprises par le modele
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-

||||| TE
0

@
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Régularisation

= Ajout d’'un terme représentant la complexité du modele a
la fonction de cout

J)\(e) — J(@) -+ )\R(H) avec A le parametre de régularisation

= Objectif :
Réduire autant que possible le nombre de parametres
influents (simplifier le modele) en rendant la valeur d’un
certain nombre de parametres proche de 0

= Exemple pour la régression linéaire

IA(0) = 55 Yis1 (fo(@®) —y@)2 + A7, 62
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Découpage de I'ensemble des
données

= Sous-ensembles fixes :
= Découpage aléatoire en trois sous-ensembles disjoints fixes
= Apprentissage (par ex 80 %)
= Validation (par ex 10%)
= Test (par ex 10 %)

= Validation croisée (k-fold cross-validation) :

= Découpage aléatoire en k sous-ensembles (par ex k=10)

= Sélectionner 1 pour le test et les autres pour I'apprentissage
(+validation) et répéter I'opération k fois

= Moyenner les performances sur les k expériences

67 W
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