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Apprentissage par
renforcement ?

= Apprentissage par renforcement (AR) : acquisition
automatisée de compétences pour la prise de décisions
(actions ou contrdle) en milieu complexe et incertain.

= Un agent a la capacité d’agir
= Chaque action influence I'état futur de I'agent
= e succes est mesuré par une valeur de récompense

= Objectif : sélectionner les actions pour maximiser la
recompense future

= Apprentissage par essais/erreurs
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Caracteéristiques de I'’AR

= Différences entre I'apprentissage par renforcement et les
autres paradigmes d’apprentissage automatique :

= Pas de superviseur, uniquement une récompense
= | e retour d’information est difféeré, non instantané
= Processus sequentiel

= | es actions de |'agent influent sur les données qu'il
recevra par la suite
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Récompense

" Une récompense R, est une valeur scalaire d’un signal de
retour d’information

= Elle indique si I'agent agit correctement ou non a l'instant ¢

= e but de I'agent est de maximiser les recompenses
futures cumulées



Exemples de recompenses

Pilotage automatique d’'un hélicoptére
= récompense + si la trajectoire désirée est suivie

= récompense - Si crash

Jouer a un jeu vidéo
= récompense + si augmentation du score
= récompense - si diminution du score

Controle d’'une centrale électrique
= récompense + si production électrique correcte
= récompense - si production dépasse les seuils de sécurité

Marche d'un robot humanoide
= récompense + si marche
= récompense - si chute
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L'agent et son environnement

® A chaque instant ¢ I'agent :
= Recoit une observation O
= Exécute une action A,
= Recoit une récompense R,

® 'environnement :
= Recoit I'action A,
= Emet la récompense R,
= Emet l'observation O,,;

® ITncrémentation de ¢




Etat

Une expérience (ou historique) est une séquence d’observations, d'actions
et de recompenses :

" Oy dy lry ..., Op dy I+
Ce qui se passera par la suite dépend de I'expérience :

= |'agent sélectionne des actions
= |'environnement sélectionne des observations/récompenses

Un état est I'information utilisée pour déterminer ce qui se passera par la
suite

Un état est un résumé d’une expérience :
= S, =f0, ay Iy ..., Oy @y 1)

Dans un environnement completement observable
= S, = f(0;)
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Environnement completement
observable

= | 'agent observe directement I'état de I'environnement

O, = S? =S¢

= Etat agent = Etat environnement = Etat d’information
= ]| s'agit d’un Processus de Décision Markovien (MDP)
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Processus de deécision
Markovien

= Un processus de décision Markovien (MDP) est un tuple (S, 4, 2 R, y)
= Sest un ensemble fini d'états

A un est ensemble fini d’actions

P est une matrice de probabilités de transitions

P:s/ = IP[SH_]_ = S, | St = S,At — a]

R est une fonction de récompense

Rg:E[Rt_{_l | Stzs,Atza]

v est un facteur d’actualisation



Composants d'un agent

= Un agent peut inclure un ou plusieurs de ces composants :
= Une politique d’action : la fonction de comportement de
I'agent
= Une fonction valeur : qualité d’'un état et/ou d'une
action
= Un modele : représentation qu‘a I'agent de son
environnement

IVERSITE



Politique

= Une politique correspond au comportement de I'agent

= Fait correspondre un état a une action
= Politique déterministe : a=n(s)

= Politique stochastique : w(als) = P[als]
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Fonction valeur

= Une fonction valeur est la prédiction de la récompense
future :

= « Quelle récompense vais-je obtenir de I'action a a
partir de |'état s? »

= Est utiliseée pour évaluer la qualité des états

= Et pour sélectionner les actions :
Vﬂ-(S) = Eﬂ- [Rt—}-l + ’)’Rt+2 -+ ’)’2Rt+3 + ... | St = 5]
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Le modele

= Un modele préedit ce que I'environnement fera par la suite
= p prédit I'état suivant
= R prédit la récompense immeédiate suivante :

Psasl = ]P)[SH_1 = 5, | St = S,At — a]
RZ =E[Res1 | Se = s, Ac = 4]



Le modele

observation /4 % . 4

reward R,

" | e modele est appris a partir de
I'expérience

® Est utilisé pour la planification
des actions
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Apprentissage et planification

= Deux problemes fondamentaux pour la prise de décision
séquentielle

= Apprentissage par renforcement :
= | 'environnement est initialement inconnu
= |'agent interagit avec |'environnement
= |'agent améliore sa politique

= Planification :
= Un modele de I'environnement est connu
= | 'agent réalise des calculs a partir de ce modele
= |'agent améliore sa politique
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Exemple ATARI : Apprentissage
par Renforcement

" | es regles du jeu ne sont pas
—— connues

" Apprentissage directement a
partir du gameplay interactif

” ‘ff | :j.‘ <
observation bl e R RN A action
/. \ iy f [ \)

ot

W Sélection d’actions sur le
joystick, visualisation des
pixels et du score
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Exemple ATARI : Planification

" |es regles du jeu sont connues

® Peut interroger I'émulateur
(I'agent possede un modele
parfait)

" Si I'action g est prise a partir de
'état s:
= quel sera le prochain état ?
= quel sera le score ?

® Planification pour trouver la
politique optimale (tree search)



Exploration et exploitation

= | 'apprentissage par renforcement est un apprentissage par
essai/erreur

= | 'agent doit découvrir une bonne politique
= 3 partir d’expériences avec I'environnement
= sans perdre trop de récompense durant le processus
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Exploration et exploitation

= 'exploration permet de trouver plus d’information sur
I'environnement

= | 'exploitation utilise l'information connue pour maximiser la
récompense

= J| est généralement important d'a la fois explorer et
exploiter
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Exemples

= Sélection d'un restaurant
= Exploitation : aller a son restaurant préeferée
= Exploration : essayer un nouveau restaurant
= Banniere de publicité en ligne
= Exploitation : montrer la publicité ayant le plus de succes
= Exploration : montrer une publicité difféerente

= Jeu vidéo
= Exploitation : réaliser le mouvement supposeé le meilleur
= Exploration : réaliser un mouvement expéerimental
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Approches pour I’'AR

= AR base sur la fonction valeur :
= Estimation de l'optimal de la fonction valeur
= J| s'agit de la valeur maximale atteignable quelle que soit |a
politique
= AR base sur la politique :
= Recherche directe de la politique optimale

= ]| s'agit de la politique permettant d’obtenir la récompense
future maximale

= AR basé sur un modele :
= Construction d’'un modele de I'environnement
= Planification des actions en utilisant ce modele



AR basé sur la fonction valeur

= Rappel : la fonction valeur est une prédiction de la
recompense future

Vr(s) =Ex |Ret1 + YReq2 + V’Repz + ... | S¢ = |

= On utilise plus souvent la fonction action-valeur (Q-value)
qui fournit la réecompense future totale attendue :

= a partir d'un état set d'une action a
= Sous une politique
= avec un facteur d’actualisation

UNIVERSITE
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Fonction Q-value

= | a fonction action-valeur peut se décomposer selon
I'équation de Bellman :

Q"(s,a) = Es » [r +~vQ™(s',a) | s, a]
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Fonction Q-value optimale

= Une fonction valeur optimale est le maximum atteignable
Q*(s,a) = max Q" (s,a) = Q"*(s, a)

= Une fois cette fonction connue, on peut agir de maniere

optimale
m*(s) = argmax Q*(s, a)
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Fonction Q-value optimale

= | es valeurs optimales sont maximisées en considérant
toutes les décisions

2
Q*(s,a) = rey1 +y max reyo + < max ryp3 + ...
dt+1 a2

= re+1 + 7 Tai< Q*(St+1, ar+1)
t+

= | es valeurs optimales peuvent se décomposer selon
I'équation de Bellman

Q*(s,a) =Eg |r+~v max Q*(s’,a’) | s, a]
a/
25 Y



Q-learning

= Q-learning : famille d’algorithmes d‘apprentissage par
renforcement dont |'objectif est d'approximer |'optimal de
la fonction action-valeur Q

= Une fois cette fonction calculée, I'agent pourra choisir les
meilleures actions

= Deux exemples de Q-learning :

= Approximation de la fonction Q par une méthode
incrémentale

= Approximation de la fonction Q par un réseau de
neurones profond : « deep reinforcement learning »
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Q-learning

= Principe :
= a chaque instant ¢ I'agent recoit I'observation o,
= i| choisit une action a;

= |'environnement fournit alors a I'agent une observation
0,,; et une recompense R,

= | a fonction Q est mise a jour, l'objectif de
I'apprentissage étant de trouver la sequence d‘actions
la maximisant

valeur apprise

-~

Qi11(st,at) = Qe(st,a) +  au(se,at) : Riyn + Y max Q¢ (s¢11,a) — Qt(s¢,ar)
actuel vitesse d’apprentissage recompense  facteur d’actualisation Y . actuel
valeur optimale estimee
W
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Q-learning

= \itesse d'apprentissage :

= Détermine I'importance de la nouvelle information
calculée par rapport a la précédente

= Une valeur de 0 ne fera rien apprendre a I'agent

= Une valeur de 1 ne fera considérer a I'agent que la
nouvelle information

= En pratique, la vitesse est souvent proche de 0,1 pour
toute la durée du processus
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Q-learning

= Facteur d'actualisation :
= Détermine I'importance de récompenses futures

= Un facteur de 0 rend I'agent myope en ne considérant
que les recompenses courantes

= Un facteur de 1 ferait aussi intervenir les récompenses
plus lointaines
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Algorithme de Q-learning

= Fixer les valeurs de gamma, alpha et la matrice de récompenses R

= Initialiser la matrice Q a zéro

= Pour chaque épisode :
= Sélectionner un état initial aléatoirement
= Faire :

= Tant que I'état final n’est pas atteint

Sélectionner une action parmi les actions possibles a partir de cet état
Considérer I'état suivant défini par cette action

Déterminer la valeur maximale de Q pour I'état suivant en considérant toutes les
actions possibles

Mettre a jour Q selon

valeur apprise

Qt1(8t,a:) = Qi(st,az) + az(se,at) : Ry + Y max Q;(st+1,a) — Q:(st,ar)
N—_—— N—_—— ~—— a
actuel vitesse d'apprentissage recompense  facteur d’ actualisationvme actuel
\ - , r .
Mettre a jour I'état courant s;,; <- s e
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Q-learning : un exemple

= On considére une maison avec 5 pieces + extérieur (piece

S)

D’apres John McCullock
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Q-learning : un exemple

= Représentation sous forme de graphe : HJF\ 5

g hua

N4

Goal State
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Q-learning : un exemple

= Pour atteindre le but (piece 5), on associe une récompense
immeédiate a chaque porte




Q-learning : un exemple

= On suppose un agent dans la piece 2 qui doit apprendre a
atteindre I'extérieur

5 Finish
™

2
\ Start
3

ﬁﬁﬁﬁﬁ




Q-learning : un exemple

= Cela correspond au graphe suivant :

T

@4 :. Goal State

I 7
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Q-learning : un exemple

= On considére la matrice de récompense R correspondante :

State

0

by
]
(S N

W AW

0

Action
- & 3
-1 -1 -1
-1 -1 0
-1 -1 0
0 0 -1
-1 -1 0
0 -1 -1

4 5
0 -1
-1 100
=1 =i
U =l
-1 100




Q-learning : un exemple

= On fixe alphaa 1 et gamma a 0,8. Q est initialisée a 0.
L'agent se trouve initialement dans la piece 1

o = O

=== E=E=E==
SO =
SOOI
SO0 OO W
SO OO &
S OODOO D W

h = W

IVERSITE



Q-learning : un exemple

= Depuis la piece 1, 2 actions possibles (ligne 1)
= aller a la piece 3 ou aller a la piece 5
= sélection aléatoire -> piece 5

State

0

by
]
9 -

wh B W

Action
0 1 2 3 4 5
] = el =1 @ o=l
~1 -1 -1 0 —=1 100
L] < =1 0 =1 =1
L] & 0=1 @ =1
0 -1 =1 0 =1 100

-1 0 -1-1 0 100




Q-learning : un exemple

= Depuis la piece 5, 3 actions possibles (ligne 5)

= aller a la piece 1 ou aller a la piece 4 ou aller a la piece 5

Q(state, action) = R(state, action) + Gamma * Max[Q(next state, all actions)]

Q(1, 5) = R(1, 5) + 0.8 * Max[Q(5, 1), Q(5, 4), Q(5, 5)] = 100 + 0.8 *

9

4 5

01 3 State
ofo o 0 0o 0 0 ’
110 0 0 0 0100 R= 2
O= 210 0 0 0 0 0 3
3100 0 0 0 0 :
410 0 0 0 0 0
5o o o0 0 0

0=100

Acti
0 5L 2
(] =1 =1
-1 -1 -1
-1 -1 -1
-1 0 0
0 -1 -1

—~1 0 -1

on

3
|
0
0
=1

4 5
I |

~1 100

o], =i

b =

-1 100

0 100

=2 | H
Y .



Q-learning : un exemple

= |‘état suivant (piece 5) devient I'état courant
= Comme l'état 5 est |'état terminal, cet épisode s'arréte

= Un nouvel épisode commence. L'état 3 est sélectionné aléatoirement
comme état initial
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Q-learning : un exemple

= Depuis la piece 3, 3 actions possibles (ligne 3)
= aller a la piece 1 ou aller a la piece 2 ou aller a la piece 4

= sélection aléatoire = piece 1

State

0

by
]
9 -

WA B LN

Action
0 1. 2 3 4
=] =) =l = i@

-1 -1 -1 0 -1
-] -1 =1 0 -1
-1 0 0 =1 0
g =1L -1 0 -1

-1 0-1-1 0

5
el

100



Q-learning : un exemple

= Depuis la piece 1, 2 actions possibles (ligne 1)
= aller a la piece 3 ou aller a la piece 5

b

Q(state, action) = R(state, action) + Gamma * Max[Q(next state, all actions)]

Q(3,1) =R(3,1) +0.8*Max[Q(1,3), Q(1, 5)] =0+ 0.8 * Max(0, 100) = 80

h = WD = O

0

C OO O OO

oo OO o -

C OO OO O IV

OO oo O W

C OO OO O

N

E-1-1-1-1-X-}

State
0

R=

R N S

0=

o s W = O

|
[

[
—

S oo oo O

O O

(=
OOOOOO_’Ji oo

Gl




Q-learning : un exemple

= |‘état suivant (piece 1) devient I'état courant
= Depuis la piece 1, 2 actions possibles (ligne 1)

= aller a la piece 3 ou aller a la piece 5
= sélection aléatoire -> piece 5

State
0

h B W9 =

Action

0 1 2 3
el = = =
=] = =1 [
-1 -1 -1 0
=] & 0O =
0 -1 -1 0
|

-1 0 -1

4 5
) =1
~1 100
=1 =i
0 =i
~1 100

0 100




Q-learning : un exemple

= Depuis la piece 5, 3 actions possibles (ligne 5)
= aller a la piece 1 ou aller a la piece 4 ou aller a la piece 5

Q(state, action) = R(state, action) + Gamma * Max[Q(next state, all actions)]

Q(1, 5) = R(1, 5) + 0.8 * Max[Q(5, 1), Q(5, 4), Q(5, 5)] = 100 + 0.8 * 0 = 100

O 1 2 3 4 5 State _ 0 1 p;tior;

o[ o o o o o o0 F GiSia

11 0 0 0 0 0100 "= 80 5 oo

O=210 0 0 0 0 0 Al
3108 0 0 0 0 q

410 0 0 0 0 0 sTo 0 o o

5 O 0 0 0 0 0 0=200 0 0 o

- 3 0 8 0 0

5 004040

— cococodo W




Q-learning : un exemple

= |‘état suivant (piece 5) devient I'état courant

= Comme l'état 5 est |'état terminal, cet épisode s'arréte
= Un nouvel épisode commence.

= Apres plusieurs episodes, la matrice Q converge

Q
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Q-learning : un exemple

= La matrice Q peut étre normalisée en (pourcentage en divisant par la
valeur maximale)

8 1 2 3 & 5

o[ o o o 0 8 0

1l 0 0 0 &4 0 100
O=210 0o o0 6 0 o0
31 0 8 51 0 8 0
4164 0 0 64 0 100

51 0 8 0 0 80 100




Q-learning : un exemple

L'agent a ainsi appris les chemins optimaux vers la sortie

Par exemple, a partir de la piece 2, la récompense maximale est obtenue pour
aller a la piece 3

A partir de la piece 3, 2 alternatives (valeurs maximales égales). On choisit
arbitrairement 1

A partir de 1, la récompense maximale est obtenue pour aller a la piece 5
80
80 64
51 X
100 oal State -> séquence : 2-3-1-5
@T’ :. con s q
100
64 80/
80
0 o &
80

= | B
47
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Q-learning et réseaux de
neurones

= Q-networks

= Représentation de la fonction action-valeur par un Q-
network avec des poids w

Q(s,a,w) =~ Q*(s, a)

Q(s,a,w) Q(s,a;,w) - Q(s,a,,w)

boobtt
~ Y Y
L]
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Q-networks

= | es valeurs optimales de la fonction Q se décomposent
selon I'équation de Bellman

Q*(s,a) = Ey [r +v max Q(s',a')* | s,a
a/

= | 3 partie droite est considérée comme la cible

r+~ max Q(s’,a’,w)
a/

= | a fonction de perte MSE est minimisée par la descente du

. 2

gradlent | = (r + 7y maX Q(Sl, BI,W) — Q(sv d, W)) e
a é @
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Deep Q-networks (DQN)

= Méthode proposée par I'équipe DeepMind de Google (2013)

= Publication dans la revue Nature : « Human-level control through deep
reinforcement learning », Nature, 2015.

=> Utilisation d’un réseau convolutif profond (CNN) pour approximer
I'optimal de la fonction action-valeur Q

= Expérimentations sur des jeux Atari

= Code disponible : https://www.deepmind.com/open-source/dgn —

EEEEEEEEEEEEE


https://www.deepmind.com/open-source/dqn

Deep Q-networks (DQN)

= Modele de deep learning pour apprendre par renforcement
les politiques de contréle directement a partir données du

capteur

= Le modele est un CNN entrainé par une variante de
I'algorithme de Q-learning
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DQN pour Atari

— N —
b/ ¥
o ¥
/". ‘\ 4 \
‘ " \
V) S f
f, \ A y
/ -
1 J (Ve S
\x
<
/ P —
> /7
P gr— i,
< —r";’_“"—— 7 —
\ o,
A '
< Ay
\\./‘

reward ry

action
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DQN pour Atari

= Apprentissage des valeurs de la fonction Q directement a
partir des pixels

= Etat d’entrée s : pixels de 4 frames successives
= Sortie Q(s,a) pour les 18 positions joystick/bouton
= Récompense : changement du score a chaque étape

32 4x4 filters 256 hidden units Fully-connected linear
output layer

16 8x8 filters
4x84x84 | :
Stack of 4 previous _ 1 Fully-connected layer uneRsITE
frames Convolutional layer Convolutional layer of rectified linear units ﬁ
of rectified linear units of rectified linear units — @
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DQN pour Atari

= Principe général :

= On considere la fonction action-valeur optimale
Q*(s,a) = Eg g [r +ymax Q*(s',a’)|s, a]
al

= e réseau peut €tre appris en minimisant une sequence
de fonction de perte a chaque itération 7/

Li (0;) = Eg amp(,) [(yz- —Q (s, 0; 97:))2]

"ol ¥y = Egog[r+ymaxy Q(s',a’;0;_1)|s,al
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DQN pour Atari

= Principe général :
= | a fonction de perte peut étre dérivee partiellement par
rapport aux poids pour obtenir le gradient

VGiLi (01) — ]Es,arvp(.);s’rvg |:(7' + ’)/IIlaE/lXQ(SI, a',; 0'&'—1) o Q(Sa a, 9’&)) V@z‘Q(Sa a, 0%)i|

= | es poids sont alors mis a jour par descente du
gradient
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DQN pour Atari

= Pour éviter les corrélations, utilisation de « Experience
Replay »

= | es expeériences de I'agent sont stockées dans une
meémoire et une sélection de ces expériences est utilisée a
chaque étape pour la mise a jour de la fonction Q

S1,4d1, 2,52

/
52, d2, 13,53 — S,a,r,s
S3,d3, I'4, 54

Sty dt, N't+1, St+1 — | Sty dt, lt+1, St+1
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DQN pour Atari

Algorithm 1 Deep Q-learning with Experience Replay

Initialize replay memory D to capacity N
Initialize action-value function () with random weights
for episode = 1, M do
Initialise sequence s; = {1} and preprocessed sequenced ¢; = ¢(s1)
fort=1,Tdo
With probability € select a random action a;
otherwise select a; = max, Q*(4(st),a;0)
Execute action a; in emulator and observe reward 7; and image x;+1
Set s¢41 = 54, a4, T¢+1 and preprocess ¢i11 = P(S¢+1)
Store transition (¢¢, as, ¢, ¢z11) in D
Sample random minibatch of transitions (¢;, a;,7;, ¢;+1) from D

Sety, — 4 Ti for terminal ¢
Ly = r; +ymaxy Q(¢;+1,a’;6) for non-terminal ¢, 1
Perform a gradient descent step on (y; — Q(¢;, a;; 0))2 according to equation 3
end for
end for

58
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DQN pour Atari

= Résultats

Video Pinball :
Boxing |
Breakout
Star Gunner |
Robotank |
Atlantis :
Crazy Climber -
Gopher |
Demon Attack
Name This Game |
Krult |
Assault |
Road Runner
Kangaroo :
James Bond
Tennis :
Pong |
Space Invaders |
Beam Rider
Tutankham |
Kung-Fu Master |
Freeway :
Time Pilot |
Enduro |
Fishing Derby
Up and Down |
lce Hockey :
Q'bert |
HERO. |
Asterix
Battle Zone |
Wizard of Wor :
Dlopper Comrmmnd
Centipede
Bank Heist |
River Raid |
Zaxxon |
Amidar :
Alien |
Venture
Seaquest T
Double Dunk |
Bowling :
Ms. Pac-Man -
Asteroids
Frostbite |
Gravitar |
Private Eye :

Montazuma's Revenge J

|

2%

At human-level or above

;;3‘;;"5““"" I""“l!““"ll

Below human-ievel

DON

Best linear learner

) )

T ' | i

200 300 400 500

1T
1,000 Lame
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DQN pour Atari

= Démo avec le jeu Breakout :

= https://www.youtube.com/watch?v=TmPfTpjtdgg
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https://www.youtube.com/watch?v=TmPfTpjtdgg

DQN pour Atari

= Démo avec le jeu Space Invaders :

= https://www.youtube.com/watch?v=W2CAghUiofY
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https://www.youtube.com/watch?v=W2CAghUiofY

Evolutions de DQN

= DeepMind AlphaGo (2015), AlphaZero (2017), MuZero
(2019)
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